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摘　 要: 【目的】 针对传统水电发电能力预测精度低、 稳定性差等问题。 【方法】 提出了耦合模态分

解、 机器学习和群体智能的水电系统发电能力混合预测模型。 首先, 利用逐次变分模态分解法

(SVMD)对原始出力序列进行分解降噪, 提取出多尺度特征信号进行分类建模; 随后, 采用最小二乘

孪生极限学习机(LSTELM)对各分解信号进行预测建模, 同时运用改进灰狼优化算法( IGWO)对模型

参数进行优化, 以提升模型的预测性能; 最后对各子序列预测结果进行集成, 叠加得到最终的预测结

果。 【结果】 结果显示: 所提方法在三个水电站中的预测结果精准可靠。 在池潭水电站中, 预见期为

1
 

d 时, 所提模型在直接策略和多输入多输出策略中预测结果的纳什系数(NSE)指标较极限学习机模

型分别提高了 12. 88%和 12. 11%。 预见期由 1
 

d 增长至 8
 

d 时, 传统方法预测结果的 NSE 指标由

0. 884 0 和 0. 888 5 逐渐降低到 0. 573 5 和 0. 567 1, 而本文所提两种策略预测结果分别由 0. 997 9 和

0. 996 1 逐渐降低到 0. 942 3 和 0. 928 6。 【结论】 结果表明: 所提模型在复杂水电系统发电能力预测中

具有较强的稳定性和泛化能力, SVMD 有效降低了发电能力序列的噪声影响, 最小二乘法和孪生结构

提升了 LSTELM 模型的泛化能力, SVMD-IGWO-LSTELM 模型在水文特性稳定的水电站预测精度更高,
在水文特性复杂的水电站预测能力略有下降但依旧保持高精度, 为变化环境下水电系统发电能力预测

提供有效方法。
关键词: 逐次变分模态分解法; 发电出力; 最小二乘孪生极限学习机; 改进灰狼优化
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Abstract:
 

[Objective] To
 

address
 

the
 

issues
 

of
 

low
 

accuracy
 

and
 

poor
 

stability
 

in
 

traditional
 

hydropower
 

generation
 

capacity
 

forecasting,
  

[Methods]a
 

hybrid
 

prediction
 

model
 

for
 

power
 

generation
 

capacity
 

of
 

hydropower
 

systems,
 

combining
 

coupled
 

mode
 

decomposition,
 

machine
 

learning,
 

and
 

swarm
 

intelligence
 

was
 

proposed
 

in
 

this
 

paper.
 

First,
 

the
 

original
 

output
 

sequence
 

was
 

decomposed
 

and
 

denoised
 

using
 

successive
 

variational
 

mode
 

decomposition
 

( SVMD)
 

to
 

extract
 

multi-scale
 

feature
 

signals
 

for
 

classification
 

and
 

modeling.
 

Subsequently,
 

a
 

least
 

squares
 

twin
 

extreme
 

learning
 

machine
 

( LSTELM)
 

was
 

employed
 

to
 

predict
 

each
 

decomposed
 

signal,
 

and
 

an
 

Improved
 

Grey
 

Wolf
 

Optimization
 

( IGWO )
 

algorithm
 

was
 

used
 

to
 

optimize
 

the
 

model
 

parameters,
 

enhancing
 

the
 

prediction
 

performance.
 

Finally,
 

the
 

prediction
 

result
  

of
 

each
 

sub-sequence
 

were
 

integrated
 

and
 

aggregated
 

to
 

obtain
 

the
 

final
 

result. [Results]The
 

result
  

demonstrated
 

that
 

the
 

proposed
 

method
  

achieved
 

accurate
 

and
 

reliable
 

predictions
 

for
 

three
 

hydropower
 

stations.
 

At
 

the
 

Chitan
 

Hydropower
 

Station,
 

for
 

1-day
 

forecast
 

period,
 

the
 

proposed
 

model
 

improved
 

the
 

Nash-Sutcliffe
 

efficiency
 

(NSE)
 

compared
 

to
 

the
 

extreme
 

learning
 

machine
 

model
 

by
 

12. 88%
 

and
 

12. 11%
 

for
 

direct
 

and
 

multi-input
 

multi-output
 

strategies,
 

respectively.
 

As
 

the
 

forecast
 

period
 

increased
 

from
 

1
 

to
 

8
 

days,
 

the
 

NSE
 

of
 

the
 

traditional
 

method
  

gradually
 

decreased
 

from
 

0. 884 0
 

and
 

0. 888 5
 

to
 

0. 573 5
 

and
 

0. 567 1,
 

while
 

the
 

NSE
 

of
 

the
 

two
 

proposed
 

strategies
 

decreased
 

from
 

0. 997 9
 

and
 

0. 996 1
 

to
 

0. 942 3
 

and
 

0. 928
 

6. [ Conclusion] The
 

findings
 

indicate
 

that
 

the
 

proposed
 

model
 

is
 

highly
 

stable
 

and
 

generalizable
 

in
 

predicting
 

the
 

generation
 

capacity
 

of
 

complex
 

hydropower
 

systems.
 

SVMD
 

effectively
 

reduces
 

noise
 

influence
 

in
 

the
 

generation
 

capacity
 

sequence,
 

and
 

the
 

least
 

squares
 

method
  

and
 

twin
 

structure
 

enhance
 

the
 

generalization
 

ability
 

of
 

the
 

LSTELM
 

model.
 

The
 

SVMD-IGWO-LSTELM
 

model
 

demonstrates
 

higher
 

prediction
 

accuracy
 

for
 

hydropower
 

stations
 

with
 

stable
 

hydrological
 

characteristics,
 

while
 

prediction
 

accuracy
 

slightly
 

decreases
 

for
 

stations
 

with
 

complex
 

hydrological
 

features,
 

but
 

still
 

remains
 

high.
 

This
 

model
 

provides
 

an
 

effective
 

approach
 

for
 

predicting
 

hydropower
 

system
 

generation
 

capacity
 

under
 

changing
 

environmental
 

conditions.
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0　 引　 言

　 　 在全球气候变化和能源结构转型的背景下, 实现

“双碳” 目标已成为我国关注的重大议题[1-3] 。 作为

可再生能源的重要组成部分, 水电以其清洁、 高效、
可再生的特性, 在减少化石燃料依赖、 抑制温室气体

排放以及增强能源供应稳定性方面意义重大[4] 。 水

电系统发电能力的精确预测, 不仅是电网灵活调度、
优化资源配置的关键, 也是水资源高效利用和环境保

护的重要基础[5-6] 。
因此, 如何构建精准、 灵活、 可靠的预测模型,

实现水电系统发电能力的高效预测, 成为目前能源与

水资源管理领域亟待解决的关键问题[7-10] 。
目前, 水电系统发电能力预测主要有资料推求法

和人工智能两类方法: 前者主要通过考虑降雨-径流

情况、 实时运行数据等信息对水电系统发电能力进行

预测。 例如, 刘晨曦等[11] 过对大小水电相似性与小

水电发电的时空多样性分析, 建立大小水电回归模

型, 能在小水电发电能力预测中取得合理准确的结

果; 陈孚等[12]考虑地区间小水电群发电能力的互相

关性, 进而构建出方法适用性及有效性较好的小水电

群发电能力预测模型, 在云南省 15 个地区的小水电

发电群预测值合格率均大于 70%; 孙永军等[13] 通过

对大小水电站的相关性分析, 结合加权马尔科夫链与

GM(1, 1) 模型, 开展两阶段小水电群发电能力预

测, 应用效果良好。 此类方法在一定程度上能够反映

水电系统发电能力与自然因素之间的关系, 但存在灵

活性差、 处理速度慢、 准确性低等缺点, 在面对复杂

多变的气候条件和人类活动影响时, 其预测效果难以

满足实际需求。 近年来, 随着机器学习等技术的不断

发展, 人工智能方法在水电系统发电能力预测中的应

用日益广泛, 取得了显著成效[14] 。 其原理是利用水

文、 气象等关联信息构建预测模型, 从而高效捕捉出

力与关联因子之间的复杂非线性关系, 具有良好的适
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用性和灵活性。 例如, 刘本希等[15] 以地区小水电整

体为对象, 提出耦合偏互信息的小水电发电能力预测

方法, 在云南的测试应用预测结果良好; 何勇等[16]

提出基于模糊聚类与 BP 神经网络相结合的发电能力

预测方法, 应用于云南省小水电, 预测精度较传统人

工神经网络有所提高且泛化能力强; 赵霖等[17] 为了

解决水文资料缺失造成小水电站发电能力预测难的问

题, 先后采用 ARIMA 模型、 LSTM 模型和大小水电

站关联法对甘南地区小水电站的发电量进行预测, 结

果发现大小水电站关联法预测结果优于 ARIMA 模型

和 LSTM 模型; SATTAR 等[18] 研究了不同场景下

ANN、 ARIMA、 SVM 模型在预测水力发电水库发电

量的能力, 三种人工智能模型均能有效预测发电量的

高低值。
然而, 尽管人工智能方法在水电发电能力预测性

能上有所提升, 但目前研究仍面临诸多挑战。 一方

面, 水电系统发电能力受自然因素(如降雨、 径流、
水位等) 及人类活动因素(如调度计划、 运行效率、
负荷需求等)等因素之间的相互作用和相互影响, 导

致预测模型难以全面捕捉各因素之间复杂的非线性和

不确定性关系, 使得水电系统发电能力的预测变得异

常困难; 另一方面, 不同区域、 不同季节的水电发电

特性差异显著, 这种区域性和季节性的差异使得预测

模型的通用性受到限制, 难以在不同区域和不同季节

之间进行有效的推广和应用[19-24] 。 综上所述, 针对

当前水电系统发电能力预测面临的挑战和现有研究的

局限性, 亟待结合工程特性、 数据特征构建发电能力

预测模型。
为此, 本文提出了逐次变模态分解与最小二乘孪

生极限学习机相结合的预测模型, 并采用改进灰狼优

化算法优选关键参数。 首先通过逐次变模态分解方法

将原始发电能力序列分解为多个本征模态函数, 提取

序列的潜在特征并降低复杂度; 而后针对各序列分别

建立最小二乘孪生极限学习机预测模型, 同时采用改

进灰狼优化算法优选关键参数, 从而构建形成更加精

准、 灵活可靠的水电系统发电能力预测模型, 为能源

优化及水资源管理提供技术支撑。

1　 研究方法

1. 1　 逐次变模态分解法

　 　 逐次变模态分解方法(Sequential
 

Variational
 

Mode
 

Decomposition, SVMD)是一种用于分析非线性非平稳

信号的数据处理技术。 在变分模态分解( Variational
 

Mode
 

Decomposition, VMD)基础上, SVMD 进一步引

入序列优化策略, 采用迭代搜寻的方式实现信号动态

分解, 科学辨识信号潜在模态, 从而更好地捕捉到不

同频率的成分, 降低模态交叉影响, 提高了序列分解

的精度和稳定性[25-29] 。 设定待分解信号 s(o) 被分解

为两部分具体为

s(o) = μK(o) + sr(o) (1)

sr(o) = ∑
K-1

i = 1
μ i(o) + sμ(o) (2)

式中, μ K(o) 为第 K阶模态分量; sr(o) 为残余分量;
sμ(o) 为未处理部分。

SVMD 在分解过程中需要满足模态分量集聚、 残

余分量趋于最小、 相邻模态可辨识、 分解信号能重构

等准则, 具体为以下方面。
(1)模态分量集聚。 要求各模态分量围绕某一明

确中心频率, 从而更好地理解和分析信号的频域特

性。 因此, 最小化约束条件为

J1 = ∂o (δ(o) + j
πo

)∗μK(o)é

ë
êê

ù

û
úú e -jωKo

2

2
(3)

式中, δ(o) 为狄拉克函数; ∗ 为卷积算子; ωK 为第

K 阶模态的中心频率。
(2)残余分量 sr(o) 需要趋于最小化, 从而保障

大部分重要信息已被提取, 若残余分量较大, 可能意

味着分解过程尚未完成, 或者存在某些难以分解的成

分。 因此, 需要选择合适的滤波器, 设定脉冲响应为

β K(o), 则频率响应为

β̂(ω) = 1
λ(ω - ωK) 2 (4)

为此, 考虑以下约束准则来最小化残余分量和第 K
阶模态的频谱重叠为

J2 = ‖βK(o)∗sr(o)‖2
2 (5)

　 　 (3)相邻模态可辨识。 若通过准则 J1 和 J2, 无法

有效识别第 K 阶模态与第 K - 1 阶模态, 此时需要保

障相邻模态分量的中心频率、 带宽等特征具有足够的

区分度, 以免在后续分析中产生混淆。 为此, 采用准

则 J2 的思路, 选择脉冲响应为 β i(o) 的滤波器, 其

频率响应为

β̂ i(ω) = 1
λ(ω - ωi) 2 (6)

为此, 进一步建立约束准则为

J3 = ∑
K-1

i = 1
‖β i(o)∗μK(o)‖2

2 (7)

　 　 (4)分解信号能重构。 这一准则要求重构后的信

号应当与原始信号尽可能接近, 以保证分解过程的有

效性和准确性。 若重构信号与原始信号之间存在较大

461



李　 旻, 等 / / 基于最小二乘孪生极限学习机的水电系统发电能力预测方法

水利水电技术(中英文)　 第 56卷　 2025年第 8期

差异, 可能意味着分解过程中存在某些问题或误差。
为保证信号在分解过程中能够实现重构, 约束准则为

s(o) = μK(o) + sμ(o) + ∑
K-1

i = 1
μ i(o) (8)

因此, 当第 K-1 阶模态已知时, 第 K 阶模态的提取

问题表示为

min
μK, ωK, sr

{λJ1 + J2 + J3}

s. t. μK(o) + sr(o) = s(o){ (9)

式中, λ 为平衡参数, 其取值对分解结果有显著影

响, 通常采用试算法进行选择。
1. 2　 最小二乘孪生极限学习机

　 　 作为经典的单隐藏层前馈神经网络, 极限学习机

(ELM)随机生成隐藏层节点输入权重和偏置, 避免

了传统神经网络中复杂的迭代调参过程, 具有学习速

度快、 参数设置简单等优点[30-32] 。 然而, ELM 因模

型参数随机性, 存在泛化能力差等不足。 为改善

ELM 性能, 最小二乘孪生极限学习机(LSTELM)通过

构建两个并行的 ELM 模型, 采用松弛变量 L2 范数和

等式约束设定, 有效提高了模拟精度和准确性, 对应

公式为

min 1
2

‖Y - ε1e - Hβ1‖2
2 +

C1

2
ξTξ

s. t. Y - Hβ1 + ξ = ε1e

ì

î

í

ïï

ïï

(10)

min 1
2

‖Y - ε2e - Hβ2‖2
2 +

C2

2
ηTη

s. t. Y - Hβ2 + ξ = ε2e

ì

î

í

ïï

ïï

(11)

式中, H = [h x1( ) T, …, h xn] T( ) 为隐含层; h x( ) =
[h x1( ) , …, h xn( ) ] T 为非线性特征映射, L 为隐含

层个数; ξ 和 η 为松弛变量; C1 和 C2 为权衡参数; e
为单位向量。

此时, 将等式约束替换至目标函数中, 得到

L β1, ξ( ) = min [ 1
2

‖Y - ε1e - Hβ1‖2 +

C1

2
‖Hβ1 + ε1e - Y‖2 ] (12)

在 β 1 梯度为 0 时, 可求解得到 β 1 的最优值为

β1 = C1 HTH + C1HTH + ωI( ) -1HT Y - ε1e( )

(13)
式中, ωI 为正则化项; ω 为趋于无穷小的正数。

采用同样的思路, 可以计算 β 2 的最优值为

β2 = C2 HTH + C2HTH + ωI( ) -1HT Y - ε2e( ) (14)
此时, 分别得到上界和下界函数 f1 x( ) 和 f2 x( ) , 模

拟结果为

f x( ) = 1
2

[ f1 x( ) + f2 x( ) ] = 1
2
h x( ) β 1 + β 2( ) (15)

1. 3　 改进的灰狼优化算法

　 　 灰狼优化算法( Grey
 

Wolf
 

Optimizer,
 

GWO)是一

种模拟灰狼群体社会等级结构和狩猎策略的群体智能

优化算法[33] 。 GWO 在 Alpha (α)、 Beta ( β) 和 Delta
(δ)三只领导个体带领下, 通过 “环绕猎物”、 “追踪

猎物” 和 “攻击猎物” 三个阶段来引导灰狼位置更

新, 从而实现全局最优解的搜索。 GWO 算法在收敛

速度和求解精度上表现优异, 已广泛应用于参数辨

识、 优化调度等领域[34-36] 。 然而, GWO 存在初始种

群分布差、 难以找到全局最优解等缺点, 为此本文提

出了改进灰狼算法进行改造, 具体如下。
(1)自适应映射策略生成初始化种群。 为改善初

始种群分布差的缺点, 本文采用自适应映射策略生成

初始化种群, 令计数器 l = 1, 设置参数方案数目 I、
最大迭代次数 L 等计算参数, 具体为

Xl
i = xmin + bmod C + a - b

2π
sin 2π·C( ) ,1( )·

(xmax - xmin) (16)
C = rand(N, D)
a = 4·coe
b = 2·coe

ì

î

í

ïï

ïï

(17)

式中, coe表示调整参数, 本文取 0. 1; bmod(·,·) 表

示取余; xmax、 xmin 分别表示变量的上限、 下限; i =
1, 2, …, I 表示方案序号; l = 1, 2, …, L 表示迭

代次数。
(2) 动态更新参数方案。 为改善种群的寻参能

力, 采用动态方程分别更新 I 个参数方案, 具体为

Dl
α = C1·gbestlrank(1) - Xl

i

Dl
β = C2·mean(gbestlrank(1: floor(3·γ·N)) ) - Xl

i

Dl
δ = C3·Xl

rank(1) - Xl
i

ì

î

í

ï
ï

ï
ï

(18)
式中, Xt

i 表示第 l 次迭代时第 i 个灰狼的位置向量;
C1、 C2、 C3 用来调整搜索方向的系数向量; Dl

α、 Dl
β

和 Dl
δ 分别表示差分向量; gbestlrank(1) 为适应度值最好

的全局最优个体; gbestlrank(1: floor(3·γ·N)) 为在全局最优

种群中排名前 3γ 的个体, 防止过度收敛; Xl
rank(1) 为

第 l 次迭代时发现的最好参数方案; trnd 为 t 分布函

数; floor 为向下取整函数; mean 为均值函数。
(3)非线性衰减策略更新辅助变量。 为增大种群

的搜索范围, 本文采用非线性衰减策略对辅助变量 al

进行更新, 具体为
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xl
1 = gbestlrank(1) - A1·Dl

α

xl
2 = mean(gbestlrank(1: floor(3·γ·N)) ) - A2·Dl

β

xl
3 = Xl

rank(1) - A3·Dl
δ

ì

î

í

ï
ï

ï
ï

(19)

Xl +1
i =

xl
1 + rand·xl

2 + rand·xl
3

3

　 if l
L

< (1 - γ) and rand > 0. 5( )
xl

1 + rand·xl
2 + rand·xl

3

3
+

　 trnd( l)·rand2·0. 2γ· 1 - l
L( )·

　 (xmax - xmin)　 else

ì

î

í

ï
ï
ï
ï
ï
ï

ï
ï
ï
ï
ï
ï

(20)

其中

A = 2al·r1 - al

C = 2·r2
{ (21)

al = 2 - 2

exp 4· 1 - l
L( )

2

( )
(22)

式中, A1、 A2、 A3 是用于调整搜索步长的系数向量;
xl

1、 xl
2、 xl

3 表示前进方向; Xl +1
i 表示第 l + 1 次迭代时

第 i 个灰狼的位置向量; r1、 r2 在区间[0, 1] 内均匀

分布的随机向量, 用于增加搜索随机性。
1. 4　 混合模型构建

　 　 为提升水电系统发电能力预测精度, 本文提出了

　 　 　 　

融合分解方法、 优化方法、 机器学习优势的 SVMD-
IGWO-LSTELM 混合预测模型, 旨在克服单一预测模

型在处理复杂非线性时间序列时的局限性。 首先, 利

用 SVMD 方法将原始的水电发电能力序列分解为若

干个具有不同频率特性的子序列, 降低原始序列的复

杂性和非平稳性, 为后续建模提供更加高效和准确的

数据支撑; 其次, 针对各子序列, 分别建立 LSTELM
预测模型以更好适应子序列的动态变化, 同时引入

IGWO 算法进一步优化模型参数, 以快速寻求提升模

型预测性能的参数组合; 最后对各子序列预测结果进

行集成, 叠加得到最终的预测结果, 以降低预报偏

差。 通过耦合 SVMD 的高效分解能力、 IGWO 的全局

优化特性和 LSTELM 模型的非线性映射能力, 所提模

型可以有效模拟水电出力时间序列数据趋势, 提升预

测精度。 具体流程如图 1 所示, 步骤如下。
步骤 1: 采用试算法确定 SVMD 的平衡参数值,

而后对出力序列进行预处理, 得到 K 个子序列。
步骤 2: 利用偏自相关分析法确定各子序列的滞

时, 选择最大滞时项作为输入因子, 而后确定训练集

和测试集样本并进行归一化处理, 以减小数据量差异

影响。
步骤 3: 构建 K 个 LSTELM 模型, 采用改进的灰

狼优化算法迭代优选模型参数。
步骤 4: 输出全局最优解, 即模型最优参数组

合, 建立 IGWO-LSTELM 模型对测试集进行预测, 得

　 　 　 　

图 1　 水电发电出力混合预测模型示意

Fig. 1　 Schematic
 

of
 

the
 

hybrid
 

forecasting
 

model
 

for
 

hydropower
 

generation
 

output
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到各子序列预测结果。
步骤 5: 集成重构各子序列的预测结果, 得到

SVMD-IGWO-LSTELM 模型的初始预测值。
步骤 6: 将初始预测值结果输出, 得到最终出力

预测序列。

2　 工程案例

2. 1　 数据预处理

　 　 池潭、 大言、 高唐水电站分别是福建闽江上游金

溪流域梯级开发的第一、 三、 七级电站, 该梯级工程

以发电为主, 兼有防洪、 灌溉等综合效益, 金溪流域

降雨量大且年内分配不均, 年均降雨量约 1
 

793 mm,
降雨集中在 3—6 月。 池潭水电站历史发电出力序列

存在部分缺失值, 针对该问题, 本文以降雨量为判别

基准, 将历史数据划分为不同等级下的基准序列

Υs( s = 1, 2, …, 7), 而后采用序列相似性法处理

缺失值, 具体方式如下。
步骤 1: 令计数器 t= 1。
步骤 2: 确定水电系统在 t 时段的降雨量 P t 的影

响时段 Z t。
步骤 3: 根据 t 至 t + Z t 时段的降雨量累加值

∑
Zt

z = 0
P t +z, 确定水电系统从 t 时段到 t + Z t 时段的发电

能力序列 Nz( z = 1, 2, …, Z t) 所属的基准出力序列

Υs( s = 1, 2, …, 7)。 若∑
Zt

z = 0
P t +z < 0. 1

 

mm, 则属于

基准出力序列 Υ1; 若 0. 1
 

mm≤ ∑
Zt

z = 0
P t +z < 10

 

mm,

则属于基准出力序列 Υ2; 若 10
 

mm ≤ ∑
Zt

z = 0
Pt +z <

25
 

mm, 则属于基准出力序列 Υ3; 若 25
 

mm ≤

∑
Zt

z = 0
Pt +z < 50

 

mm, 则属于基准出力 序 列 Υ4; 若

50
 

mm≤ ∑
Zt

z = 0
P t +z < 100

 

mm, 则属于基准出力序列

Υ5; 若 100
 

mm≤ ∑
Zt

z = 0
P t +z < 250

 

mm, 则属于基准出

力序列 Υ6; 若∑
Zt

z = 0
P t +z ≥ 250

 

mm, 则属于基准出力序

列 Υ7。 此时, 将水电系统从 t 时段到 t + Z t 时段的发

电能力序列 Nz( z = 1, 2, …, Z t) 依次添加至对应的

基准出力序列 Υs。
步骤 4: 令 t = t + Z t + 1。 若未达到最大时段 T,

即 t≤ T, 则返回步骤 2; 否则, 停止计算, 得到不同

等级下的基准出力序列 Υs( s = 1, 2, …, 7), 其

中, Υs = {Ns, 1, …, Ns, a, …, Ns, As
}; Ns, a 表示第

s 个基准出力序列中的第 a 个出力; As 表示第 s 个基

准出力序列的长度, 满足 ∑
7

s = 1
As = T。

此时, 通过识别实测发电能力序列中缺失值所

属的等级, 运用序列相似性方法和线性插值法填补

缺失值, 从而得到完整的实测发电能力序列。 图 2
展示处理后池潭、 大言及高唐水电站的发电能力序

列数据情况。 可以看出, 受气候变化和季节性影

响, 三个水电站的发电能力序列存在频繁波动, 数

据相关性差。
2. 2　 工程案例结果

2. 2. 1　 发电能力预测模型的适用性

为检验模型适用性, 本文选用均 方 根 误 差

(RMSE)、 平均绝对误差(MAE)、 相关系数(CC)、
确定性系数(NSE)作为评价指标[37-38] ; 同时以 ELM、
LSTELM、 EEMD-LSTELM、 所提模型和池潭水电站发

电能力序列为基础, 分别以直接策略(DIR)和多输入

多输出策略( MIMO) 建立水电系统发电能力预测模

型。 以预见期为 i 为例, 直接策略是直接输出第 i 个
时段的出力值, 多输入多输出策略则是输出第 1 个到

第 i 个时段出力值。 表 1 和表 2 分别为 DIR、 MIMO
策略下各模型测试集的预测结果评价指标。 可以看

出: 一方面, 受气候变化和季节性影响, 池潭发电能

力序列存在频繁波动, 数据相关性差; 另一方面, 伴

随预见期延长, 发电能力序列数据前后间非线性和非

平稳性增强, 各模型累积误差逐步增加、 预测能力均

有所下降, 但所提模型在不同预见期和多步策略中的

评价指标均优于对比模型。 原因分析如下: 分解模块

有效降低了出力数据的非线性和非平稳性, 而优化模

块通过全局搜索策略找到了更优的模型参数组合, 机

器学习模块在不同预见期内均能捕捉数据间的非线性

关系, 保障发电能力预测合理性; 所提模型集成了模

态分解、 参数优化、 机器学习的优势, 使得其预测精

度、 稳定性与基准模型相比均有显著提升。 例如, 在

预见期为 1 和 DIR 策略下, 所提模型的 NSE 指标值

较 ELM、 LSTELM、 EEMD-LSTELM 模型分别提高了

12. 88%、 12. 36%和 2. 00%; 在 MIMO 策略中, NSE
指标值较 ELM、 LSTELM、 EEMD-LSTELM 模型分别

提高了 12. 11%、 12. 03%和 1. 64%; 两种策略预测结

果的 NSE 指标分别从 0. 997 9 和 0. 996 1 逐渐降低到

0. 942 3 和 0. 928 6。 图 3 为预见期为 1 时, DIR、
MIMO 策略在测试集的预测结果的绝对误差分布。 可
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图 2　 水电站发电能力序列过程

Fig. 2　 Hydroelectric
 

power
 

plant
 

generation
 

capacity
 

time
 

series

表 1　 DIR策略时不同预见期下各模型测试集预测结果评价指标

Table
 

1　 Evaluation
 

metrics
 

for
 

test
 

set
 

predictions
 

of
 

each
 

model
 

at
 

different
 

forecast
 

periods
 

under
 

the
 

DIR
 

strategy

模　 型 预见期 RMSE MAE CC NSE 预见期 RMSE MAE CC NSE
ELM
LSTELM
EEMD-LSTELM
本文方法

ELM
LSTELM
EEMD-LSTELM
本文方法

ELM
LSTELM
EEMD-LSTELM
本文方法

ELM
LSTELM
EEMD-LSTELM
本文方法

1

2

3

4

11. 939
 

2 7. 365
 

9 0. 940
 

5 0. 884
 

0
11. 727

 

2 7. 274
 

1 0. 943
 

0 0. 888
 

1
5. 174

 

0 3. 080
 

1 0. 989
 

2 0. 978
 

3
1. 611

 

5 1. 137
 

5 0. 998
 

9 0. 997
 

9
15. 653

 

5 10. 346
 

6 0. 895
 

9 0. 800
 

8
15. 406

 

5 10. 335
 

6 0. 900
 

0 0. 807
 

0
6. 822

 

9 4. 349
 

1 0. 981
 

0 0. 962
 

2
2. 304

 

5 1. 621
 

2 0. 997
 

9 0. 995
 

7
17. 576

 

4 12. 488
 

1 0. 867
 

2 0. 748
 

9
17. 427

 

5 12. 398
 

0 0. 870
 

6 0. 753
 

1
7. 619

 

1 4. 832
 

3 0. 976
 

2 0. 952
 

9
2. 990

 

0 2. 098
 

6 0. 996
 

4 0. 992
 

7
18. 993

 

1 13. 880
 

5 0. 844
 

0 0. 706
 

7
18. 825

 

6 13. 840
 

0 0. 847
 

9 0. 711
 

9
7. 922

 

2 5. 019
 

3 0. 974
 

3 0. 949
 

1
3. 681

 

2 2. 601
 

9 0. 994
 

5 0. 989
 

0

5

6

7

8

20. 105
 

3 15. 140
 

4 0. 823
 

9 0. 671
 

4
20. 043

 

2 15. 071
 

2 0. 825
 

9 0. 673
 

4
8. 899

 

7 5. 704
 

4 0. 967
 

5 0. 935
 

8
4. 014

 

6 2. 907
 

1 0. 993
 

6 0. 986
 

9
21. 402

 

7 16. 407
 

3 0. 797
 

5 0. 627
 

9
21. 037

 

0 16. 171
 

3 0. 807
 

1 0. 640
 

5
9. 717

 

1 6. 420
 

6 0. 961
 

2 0. 923
 

4
4. 633

 

0 3. 356
 

2 0. 991
 

5 0. 982
 

6
21. 959

 

2 17. 052
 

2 0. 787
 

1 0. 608
 

3
21. 837

 

3 17. 094
 

9 0. 791
 

8 0. 612
 

7
10. 214

 

6 6. 887
 

1 0. 957
 

1 0. 915
 

4
7. 233

 

1 5. 139
 

3 0. 979
 

5 0. 957
 

6
22. 913

 

5 18. 065
 

4 0. 767
 

7 0. 573
 

5
22. 648

 

3 17. 883
 

7 0. 774
 

2 0. 583
 

4
10. 425

 

9 7. 043
 

2 0. 955
 

3 0. 911
 

9
8. 433

 

2 6. 085
 

2 0. 972
 

7 0. 942
 

3
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表 2　 MIMO 策略时不同预见期下各模型测试集预测结果评价指标

Table
 

2　 Evaluation
 

metrics
 

for
 

test
 

set
 

predictions
 

of
 

each
 

model
 

at
 

different
 

forecast
 

periods
 

under
 

the
 

MIMO
 

strategy
模　 型 预见期 RMSE MAE CC NSE 预见期 RMSE MAE CC NSE

ELM
LSTELM
EEMD-LSTELM
本文方法

ELM
LSTELM
EEMD-LSTELM
本文方法

ELM
LSTELM
EEMD-LSTELM
本文方法

ELM
LSTELM
EEMD-LSTELM
本文方法

1

2

3

4

11. 699
 

2 7. 270
 

9 0. 943
 

1 0. 888
 

5
11. 669

 

5 7. 233
 

4 0. 943
 

5 0. 889
 

1
4. 962

 

1 2. 980
 

7 0. 990
 

0 0. 980
 

0
2. 178

 

6 1. 508
 

5 0. 998
 

1 0. 996
 

1
15. 425

 

5 10. 353
 

3 0. 899
 

5 0. 806
 

5
15. 364

 

5 10. 272
 

0 0. 900
 

6 0. 808
 

0
6. 670

 

4 4. 203
 

4 0. 981
 

9 0. 963
 

9
2. 338

 

1 1. 639
 

8 0. 997
 

8 0. 995
 

6
17. 576

 

4 12. 486
 

1 0. 868
 

2 0. 749
 

0
17. 411

 

3 12. 372
 

7 0. 871
 

3 0. 753
 

7
7. 500

 

6 4. 719
 

3 0. 977
 

0 0. 954
 

4
3. 013

 

5 2. 105
 

2 0. 996
 

4 0. 992
 

6
18. 976

 

3 13. 918
 

5 0. 844
 

9 0. 707
 

4
18. 814

 

7 13. 815
 

5 0. 848
 

4 0. 712
 

4
7. 844

 

0 4. 998
 

3 0. 974
 

9 0. 950
 

1
3. 635

 

7 2. 566
 

4 0. 994
 

7 0. 989
 

3

5

6

7

8

20. 222
 

6 15. 202
 

5 0. 822
 

1 0. 667
 

8
20. 010

 

2 15. 047
 

7 0. 827
 

0 0. 674
 

7
8. 879

 

2 5. 679
 

1 0. 967
 

7 0. 936
 

1
3. 989

 

2 2. 863
 

3 0. 993
 

7 0. 987
 

1
21. 268

 

3 16. 311
 

8 0. 801
 

5 0. 632
 

5
21. 054

 

5 16. 158
 

6 0. 807
 

0 0. 639
 

9
9. 666

 

4 6. 414
 

1 0. 961
 

7 0. 924
 

2
4. 557

 

9 3. 282
 

5 0. 991
 

8 0. 983
 

2
22. 134

 

3 17. 259
 

0 0. 784
 

4 0. 602
 

1
21. 857

 

9 17. 103
 

2 0. 791
 

5 0. 611
 

9
10. 213

 

8 6. 904
 

2 0. 957
 

2 0. 915
 

4
7. 165

 

4 5. 069
 

0 0. 980
 

0 0. 958
 

4
23. 085

 

3 18. 179
 

8 0. 762
 

8 0. 567
 

1
22. 722

 

2 17. 960
 

2 0. 772
 

7 0. 580
 

6
10. 422

 

8 7. 061
 

9 0. 955
 

5 0. 911
 

9
9. 383

 

3 6. 793
 

5 0. 965
 

9 0. 928
 

6

图 3　 各模型预测结果绝对误差范围

Fig. 3　 Absolute
 

error
 

range
 

of
 

each
 

model’s
 

prediction
 

results

以看出: 所提模型较对比模型具有更窄的误差范围且

分布均匀, 表明预测结果具有较高的稳定性和可靠

性, 证明了所提模型在水电发电能力预测中的优越

性能。
图 4 是所提模型在两种策略中的指标对比。 可以

看出: 在预见期为 1 时, 所提模型可以有效捕捉数据

的即时动态特性, 减少了因时间跨度增加而累积的预

测误差, 直接策略展现出了较优的性能; 在预见期为

2~ 7
 

d 的中期预测中, 二者性能相差不大; 但伴随预

见期进一步延长, 两种策略的性能都逐渐下降, DIR
策略在 2 ~ 3

 

d 预见期的结果略优于 MIMO 策略, 4 ~
7

 

d 预见期的结果则相反; 在预见期为 8 时, 序列相

关性逐渐减弱, MIMO 策略的性能显著降低, 此时

DIR 策略的预测结果优于 MIMO 策略。 综上, 所提模

型在不同预见期和多步策略中均具有良好的适应性。
2. 2. 2　 SVMD 有效性检验

为检验 SVMD 有效性, 本文以 EMD、 EEMD、

VMD 等为对比方法, 分别建立水电发电能力预测模

型。 表 3 为测试集的预测结果评价指标。 可以看出,
分解方法降低了不同频率成分和特征蕴含的噪声影

响, 有效提高了基础模型的预测性能, 各项指标较原

始模型均有改善; SVMD 对基础模型预测性能的提升

效果优于 EEMD、 VMD、 EMD, 表明了其在模态分解

中有效性。 图 5 为各模型预测结果的散点拟合图, 可

以看出: 相较于其他方法, SVMD-LSTELM 具有更窄

的预测带和置信区间, 预测结果分布更为紧密。 综

上, SVMD 通过引入序列优化策略, 以迭代搜寻的方

式实现信号的逐次分解, 有效减少了模态交叉影响,
使得模态分量更加清晰可靠, 从而在水电系统发电能

力预测精度和稳定性上表现优越。
2. 2. 3　 LSTELM 有效性检验

为验证 LSTELM 有效性, 本文以 SVR、 LSSVR、
TSVR、 ELM、 TELM 等为对比预测方法, 分别建立了

对应的发电能力预测模型。 表 4 为测试集的预测结
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图 4　 所提模型在不同策略时的指标对比

Fig. 4　 Comparison
 

of
 

indicators
 

of
 

the
 

proposed
 

model
 

under
 

different
 

strategies

表 3　 检验分解方法的测试集直接单步预测结果评价指标

Table
 

3　 Evaluation
 

indicators
 

for
 

direct
 

one-step
 

prediction
 

results
 

of
 

the
 

decomposition
 

method

模　 型 RMSE MAE CC NSE

ELM 11. 939
 

2 7. 365
 

9 0. 940
 

5 0. 884
 

0
LSTELM 11. 727

 

2 7. 274
 

1 0. 943
 

0 0. 888
 

1
EMD-LSTELM 7. 167

 

8 5. 121
 

6 0. 979
 

0 0. 958
 

3
EEMD-LSTELM 5. 174

 

0 3. 080
 

1 0. 989
 

2 0. 978
 

3
VMD-LSTELM 6. 246

 

2 4. 101
 

9 0. 984
 

7 0. 968
 

3
SVMD-LSTELM 1. 708

 

4 1. 175
 

3 0. 998
 

8 0. 997
 

6

表 4　 检验预测方法的测试集直接单步预测结果评价指标

Table
 

4　 Evaluation
 

indicators
 

for
 

direct
 

one-step
 

prediction
 

results
 

of
 

the
 

prediction
 

methods

模　 型 RMSE MAE CC NSE

SVR 12. 064
 

5 7. 439
 

9 0. 939
 

2 0. 881
 

6
LSSVR 11. 764

 

6 7. 325
 

3 0. 942
 

5 0. 887
 

4
TSVR 11. 741

 

7 7. 308
 

0 0. 942
 

7 0. 887
 

8
ELM 11. 939

 

2 7. 365
 

9 0. 940
 

5 0. 884
 

0
TELM 11. 906

 

7 7. 363
 

1 0. 940
 

8 0. 884
 

7
LSTELM 11. 727

 

2 7. 274
 

1 0. 943
 

0 0. 888
 

1

果评价指标。 可以看出: LSTELM 具有更优的统计指

标, 表明在预测过程中能够更准确地捕捉发电能力的

变化趋势, 减少了预测值与真实值之间的偏差。 综

上, LSTELM 在集成 ELM 快速学习能力基础上, 采

用最小二乘法和孪生结构提升了泛化能力, 实现了对

复杂非线性时间序列的精确预测。
2. 3　 不同工程案例的研究

　 　 为验证所提模型的泛化能力, 本文进一步在

大言和高唐两个小型水电站展开研究。 以 ELM、
LSTELM、 EEMD-LSTELM、所提模型和大言、高唐水

电站的发电出力序列为基础, 分别构建水电系统发电

能力直接预测模型。 表 5 为各模型在大言测试集的预

测结果评价指标。 可以看出: 在大言水电站的预测结

果中, 所提模型在不同预见期的评价指标均优于对比

模型。 预见期为 1
 

d 时, 所提模型的 RMSE、 MAE、
CC、 NSE 指标分别为 0. 412 8、 0. 311 9、 0. 998 7、
0. 997 1, 较 ELM 模型分别提高了 86. 06%、 84. 07%、
8. 21%、 17. 10%。 随着预见期的增加, 所提模型依

旧保持着较低的 RMSE、 MAE 值和较高的 CC、 NSE
值, 在大言水电站的发电能力预测中具有较强的适用

性。 图 6 为三个水电站的 CC 和 NSE 指标对比, 值得

注意的是, 在预见期为 1 ~ 8
 

d 时, 所提模型在三个

水电站中的相同预见期的预测精度由大到小为池潭、
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图 5　 分解方法散点拟合图

Fig. 5　 Scatter
 

plots
 

for
 

decomposition
 

method
 

fitting

表 5　 DIR策略时不同预见期下各模型在大言测试集预测结果评价指标

Table
 

5　 Evaluation
 

indicators
 

for
 

prediction
 

results
 

of
 

each
 

model
 

on
 

Dayan
 

test
 

set
 

at
 

different
 

forecast
 

periods
 

under
 

the
 

DIR
 

strategy
模　 型 预见期 RMSE MAE CC NSE 预见期 RMSE MAE CC NSE

ELM
LSTELM
EEMD-LSTELM
本文方法

ELM
LSTELM
EEMD-LSTELM
本文方法

ELM
LSTELM
EEMD-LSTELM
本文方法

ELM
LSTELM
EEMD-LSTELM
本文方法

1

2

3

4

2. 964
 

5 1. 958
 

1 0. 922
 

9 0. 851
 

5
2. 939

 

8 1. 948
 

0 0. 924
 

3 0. 854
 

0
1. 660

 

3 1. 224
 

6 0. 980
 

1 0. 953
 

5
0. 412

 

8 0. 311
 

9 0. 998
 

7 0. 997
 

1
3. 804

 

7 2. 623
 

3 0. 869
 

2 0. 755
 

4
3. 761

 

7 2. 570
 

2 0. 872
 

4 0. 760
 

9
1. 909

 

4 1. 380
 

1 0. 972
 

6 0. 938
 

5
0. 711

 

6 0. 533
 

7 0. 996
 

0 0. 991
 

5
4. 183

 

6 2. 970
 

3 0. 839
 

4 0. 704
 

3
4. 167

 

3 2. 946
 

4 0. 840
 

6 0. 706
 

6
2. 059

 

3 1. 475
 

0 0. 966
 

8 0. 928
 

5
0. 978

 

4 0. 733
 

4 0. 992
 

2 0. 983
 

9
4. 530

 

0 3. 229
 

3 0. 808
 

6 0. 653
 

6
4. 453

 

7 3. 208
 

1 0. 815
 

6 0. 665
 

1
2. 101

 

0 1. 535
 

4 0. 965
 

7 0. 925
 

6
1. 235

 

5 0. 903
 

4 0. 987
 

5 0. 974
 

3

5

6

7

8

4. 688
 

6 3. 434
 

3 0. 793
 

2 0. 628
 

9
 

4. 671
 

0 3. 402
 

5 0. 794
 

9 0. 631
 

7
 

2. 314
 

5 1. 691
 

4 0. 957
 

6 0. 909
 

7
 

1. 527
 

4 1. 102
 

5 0. 981
 

0 0. 960
 

7
 

4. 839
 

0 3. 559
 

8 0. 777
 

8 0. 604
 

7
 

4. 818
 

8 3. 543
 

9 0. 779
 

9 0. 608
 

0
 

2. 520
 

9 1. 836
 

7 0. 948
 

6 0. 892
 

9
 

1. 648
 

9 1. 198
 

7 0. 977
 

9 0. 954
 

2
 

5. 015
 

4 3. 753
 

2 0. 759
 

2 0. 575
 

6
 

5. 011
 

1 3. 745
 

4 0. 759
 

5 0. 576
 

4
 

2. 581
 

1 1. 857
 

7 0. 946
 

0 0. 887
 

8
 

1. 922
 

3 1. 369
 

9 0. 969
 

5 0. 937
 

8
 

5. 180
 

5 3. 898
 

9 0. 740
 

5 0. 547
 

2
 

5. 131
 

7 3. 888
 

4 0. 745
 

9 0. 555
 

7
 

2. 604
 

6 1. 880
 

4 0. 945
 

2 0. 885
 

7
 

2. 413
 

9 1. 696
 

3 0. 951
 

4 0. 901
 

8
 

大言、 高唐, 该顺序与三者的上下游位置顺序一致。
这是由于上游水电站(如池潭水电站)的水文特性相

对稳定, 日发电能力的大小受到的影响因素较少, 因

此预测精度较高; 而下游水电站(如大言和高唐水电

站)受到上游水库出库流量和自然环境的多重影响,
水文特性复杂, 因此预测精度较低。 这种上下游的差

异导致水电站发电能力预测精度与上下游位置顺序呈

现出一致性。

3　 结　 论

　 　 本文提出了耦合模态分解、 机器学习和群体智能

的水电系统发电能力混合预测模型: 首先利用 SVMD
分解方法将原始水电发电能力序列分解为若干子序

列; 其次针对各子序列分别建立 LSTELM 预测模型,
同时采用改进灰狼优化算法优选模型参数; 最后将各

子模型模拟叠加得到最终预测结果, 提高了水电发电
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图 6　 所提模型的 CC和 NSE指标对比

Fig. 6　 Comparison
 

of
 

CC
 

and
 

NSE
 

indicators
 

of
 

the
 

proposed
 

model

能力预测精度, 主要结论有以下几点。
(1)利用三种测试函数以及三种优化算法判断改

进的灰狼优化算法的性能, IGWO 方法的收敛速度和

寻优效率均优于其他方法, IGWO-LSTELM 模型在三

种测试函数的预测结果中具有较高稳定性的同时, 具

有更低的 RMSE 和 MAE 值。
(2)分别采用直接策略与多输入多输出策略在池

潭水电站中开展多步预测应用, 结果表明, 所提方法

的性能表现明显优于 ELM 和 LSTELM 等对比方法,
能有效提高模型的稳定性和预测结果准确性。 直接策

略和多输入多输出策略均能得出高精度的发电能力预

测结果, SVMD 有效降低了不同频率成分和特征蕴含

的噪声影响, LSTELM 采用最小二乘法和孪生结构提

升了泛化能力, 所提模型有效提高了基础模型的预测

性能, 可为变化环境下水电系统发电能力预测提供有

效方法。
(3)所提模型在大言和高唐水电站的发电能力预

测中具有适用性。 另外, 由于上下游水电站水文特性

差异, SVMD-IGWO-LSTELM 模型在水文特性稳定的

水电站预测精度更高, 在水文特性复杂的水电站预测

能力略有下降。
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